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Clanok pojednéva o jednom segmente z Business intelligence - Data

mining. V clanku sa nachadza charakteristika, histéria data mining-u.

Taktiez sa ¢lanok zaobera modelmi a metdédami, algoritmami ako aj

samotnou aplikaciou dolovania dat. V zavere je vysvetleny cely proces

data mining-u. Od zberu a integracie dat cez analyzu az po predikciu a
interpretaciu dosiahnutych vysledkov.

1. Uvod

Dolovanie dat, resp. znamejsi anglicky pojem Data mining je naro¢ny proces, ktory sa
vyuziva v réznych oblastiach. Je mozné sa s nim stretnut tak vo financnictve,
bankovnictve ale aj v telekomunikaciach, biofarmaceutickom priemysle,
bezpecnostnych technoldgidach a v inych odvetviach, v ktorych je potrebné efektivne
spracovat a ,dolovat” data na neskorsSie pouzitie pri procese rozhodovania. Vzhladom
k tomu, Ze technologicky vyvoj napreduje velmi rychlo a objem dat sa tym padom tak
isto zvacsuje, bolo potrebné vytvorit komplex metéd a modelov, ako z velkého
mnozstva dat, za rozumny Cas dostat relevantné vysledky na zdklade vstupnych
podmienok. Celkovy proces vsak nie je taky jednoduchy. Prave preto ma tento ¢lanok
za ulohu vysvetlit proces data mining - u ako celku, od vymedzenia pojmov, cez
zakladné teoretické znalosti, ako aj aplikacie a vyuzitie data mining - u v praxi.

2. Historia data mining - u

Samotny pojem Data mining (DM) je pomerne mlady. Predstaveny bol az v roku 1990,
ale evolucia data mining - u ako vednej discipliny siaha do hlbSej minulosti. Zaciatky
DM siahaju do Cias, kedy sa vyvijala klasicka Statistika, umela inteligencia a tzv.
machine learning [1]. Tieto obory mali vplyv na DM a zdroven v zaciatkoch
devatdesiatych rokov dvadsiateho storoc¢ia si DM ziskaval popularitu hlavne v
marketingovej a bankovej sfére. Neskor sa techniky zdokonalovali a viedlo to k
uplatneniu aj v inych oboroch [2]. Okrem vysSie uvedenych vyuziti je data mining
neoddelitelnou sucastou Business Intelligence (BI) a patri medzi najrychlejsie rastici a
vyvijajuci sa segment v ramci BI [3].

3. Pojem data mining

Co sa tyka pojmu data mining, definicia znie: ,Data mining je proces analyzy dat z
roznych perspektiv a ich premena na uzito¢né informacie. Z matematického a
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Statistického hladiska ide o hladanie korelacii, teda vzéjomnych vztahov alebo vzorov v
datach” [3]. Inak povedané, ide o hladanie, dolovanie a odkryvanie dat a informécii pre
podporu rozhodovania z existujicich datovych zdrojov [3]. V praxi sa ¢asto vyskytuje
velké mnozstvo dat, pri ktorych je potrebné sa zamerat len na urcité informacie. Prave
tieto informdcie sa snazi DM tzv. ,vydolovat”. Takto ziskané informdcie sa nasledne
pouzivaju pri rozhodovani a ich vyuzitim by sa mal dosiahnut meratelny ekonomicky
efekt. Taktiez DM moze pomoct pri identifikacii problému a identifikdcii existujucich
alebo pravdepodobnych vzajomnych vztahov medzi jednotlivymi entitami [3].

4. Ulohy dolovania dat

- Exploracné analyzy - v tejto analyze je cielom preskumanie dat bez predchédzajucich
znalosti.

- Deskriptivne tlohy - popisanie datovej mnoziny. V tychto ulohach sa vyuziva metdda
zhlukovania podobnych javov, dat.

- Prediktivne tlohy - maju za ciel na zaklade datovej mnoziny a jej chovania, urcit resp.
predpokladat budice chovanie alebo jej hodnotu.

- Hladanie vzorov a pravidiel - hladaju sa vzory a vztahy medzi datami v mnozine.

- Hladanie podla vzorov - vyberanie z dat takych tdajov, ktoré sa podobaju na vzor, podla
ktorého sa vyhladava [10].

5. Metody a modely
5.1. Statistika a data mining

Ako bolo spominané vyssie, DM vyuziva pri ziskavani relevantnych dat Statisticky a
matematicky aparat. Preto je potrebné vysvetlenie zakladnych pojmov ako hypotézy,
koreldcia a iné. Data mining je zo Statistického hladiska zaloZeny na uz spominanych
hladaniach koreldcii a testovani hypotéz. Na to, aby sme mohli testovat hypotézy,
potrebujeme poznat rozdelenie pravdepodobnosti. To sa rozdeluje podla typu ndhodne;j
veli¢iny na spojité a diskrétne. V prvom pripade sa najCastejSie vyuziva Gaussovo
normalové rozdelenie, ktoré spociva v jednoduchej funkcii, symetrickej okolo strednej
hodnoty m. Ndhodna velicina X md v subore normalne rozdelenie zavislé na dvoch
parametroch:

- Strednej hodnote m
- Smerodajnej odchylke s

Sirku krivky (v inflexnom bode) udéva prave smerodajna odchylka s [4].
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Obrazok 1 Gaussovo normalové rozdelenie

Na obrazku €. 1, je mozné vidiet Gaussovo normalové rozdelenie, ktoré nam hovori, ze
najvacsi vyskyt hodnot je prave v bode 0. Ak si to vztiahneme na prakticky priklad
klasifikdcie stupnicou A az E a budeme 0 (stred rozdelenia) povazovat za klasifikacnu
znamku C, tak prave najviac zndmok je C. Pravdepodobnost vyskytu ostatnych zndmok
klesa spolocne s krivkou. Tzn. ze vyskyt znamok B (D), je menej pravdepodobny ako C
a vyskyt znamky A (E) je menej pravdepodobny ako znamky C (ale aj B (D)). Oproti
spojitej ndhodnej velic¢ine, diskrétne rozdelenie nie je funkcia definovana na spojitom
intervale, ale st to izolované body na reélnej osi. Na zobrazenie sa pouZiva stipcovy
graf, kde kazdy stipec méa svoju hodnotu. Medzi takéto diskrétne chovanie mézeme
povazovat prave hod kockou.

5.2. Hypotézy

V Statistike, hypotéza je rozhodnutie, ¢i nejaké tvrdenie o parametroch ndhodnej
veli¢iny alebo o veliCine samotnej, ktoré je pravdivé alebo nie [5]. Stanovenie tejto
hypotézy prebieha eSte pred samotnym meranim danej veli¢iny. AvSak, musime mat
dopredu nejaké poznatky, na zédklade ktorych mozeme danu hypotézu navrhnut. To, i
dana hypotéza je platna alebo nie, nie je mozné matematickym postupom stanovit. Na
zaklade Statistickych pozorovani rozhodneme o:

- Zamietnutie hypotézy
- Nezamietnutie hypotézy

V pripade, ze hypotézu nezamietame, dochadza k faktu, ze nevieme, i hypotéza plati
alebo mame malo informécii [5]. Fakt, ze dant hypotézu nezamietneme, neznameng,
Ze ju aj potvrdime, teda Ze je spravna. V takomto pripade, ak v takejto hypotéze bude
aspon jeden vyskyt pravdivej hodnoty zaznamenany, mézeme tvrdit o hypotéze, Ze je aj
pravdiva. Overovand hypotéza musi patrit do tzv. pripustnych hypotéz, ktoré st aspon
CiastoCne Specifikované. Takato hypotéza sa nazyva aj nulova, oproti ktorej nami
zvolenu hypotézu budeme testovat [3]. Pri zamietnuti alebo nezamietnuti, sa
dopustame dvoch chyb.

- Chyba prvého druhu - ak hypotéza plati, ale hypotéza bola zamietnuta
- Chyba druhého druhu - ak hypotéza neplati, ale hypotéza nebola zamietnuta
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V tabulke ¢. 1 je mozné vidiet obe chyby proti skuto¢nosti a rozhodnutiu [5].

Tabulka 1 Chyby pri testovani hypotéz

| H || Plati || Neplati |
|Zamietneme Chyba 1. druhu (a)|[Chyba 1. druhu (a)|| - |
| Nezamietneme || - ||Chyba 2. druhu (a)|

5.3. Statistické metédy v data mining - u

Ako bolo vyssie spomenuté, okrem hypotéz DM vyuziva korelaciu, linedrnu a logisticka
regresiu ¢i predpovedajuce metddy. Pri zlozitejSich metddach, prichddzaji na rad
neuronoveé siete pripadne genetické algoritmy [3].

Korelacia je miera zavislosti medzi dvoma premennymi [3]. Vyznam korelacie v DM je
pri hladani takych hodndt, ktoré maji na seba vplyv vo faze rozhodovania. V praxi ide
napr. o vyber bankovych produktov pre vekova skupinu mladych Iudi do 25 rokov. To
znamend, ze ak mlady Iudia maju zaujem o bezplatny ucet, banka méze taktiez
ponukat takymto zdkaznikom Studentsku kartu ISIC. Pripadne ak v nejakom ¢asovom
obdobi je velky dopyt po nejakom tovare, je pravdepodobné, zZe okrem tohto tovaru
budu zékaznici potrebovat aj iny tovar. Prave korelacia je sposob, ako je mozné v DM
najst druhy tovar, ktory by bolo mozné predavat spolocne.

Linearna regresia je Statisticka metoda, ktora kvantifikuje zavislost medzi dvoma
spojitymi premennymi: zavislou (snazime sa predikovat) a nezavislou - prediktivna
premennd. Principom je najdenie priamky, ktora prechadza jednotlivymi bodmi. Plati,
ze sucet druhych mocnin odchylok od kazdého bodu je minimalny. Cielom je
dosiahnutie linedrneho prelozenia. V pripade nedosiahnutia takéhoto prelozenia, je
nutné zmenit nezavisli premennt, aby sme dostali lepSie prelozenie [3]. Na obrazku ¢.
2 je vidiet jednoduchy priklad na linearnu regresiu.
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Obrdzok 2 Linedrna regresia

6. Algoritmy data mining - u

Kedze Data mining sa snazi hladat koreldcie a vztahy medzi jednotlivymi datami,
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nasledovné techniky okrem tychto Statistickych a matematicky metdéd vyuzivaju i
umelu inteligenciu pripadne clustering (zhlukovanie).

6.1. Asociacné pravidla

Cielom je ndjst spojenia medzi atributmi obsiahnutymi v databaze. Tato technika je
znama ako Nakupny kosik. Je zalozend na frekvencii a pocte nakupenych poloziek a
percentudlne zastupenie jednej polozky pri kipe druhej polozky [1]. V praxi to
znamena rozmiestnenie produktov tak, aby boli spolocne nakupované produkty blizko
seba.

6.2. Nevyvazené rozpadové stromy

Tento algoritmus sa snazi odhalovat zavislosti a vyhladava Specifické vlastnosti, ktoré
su vyuzité na vytvorenie predikéného modelu rozhodovania na jednotlivych trovniach
hierarchickej struktury [1].
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Obrazok 3 Rozhodovaci strom [7]
6.3. Zhlukovanie (Clustering)

Sluzi na vyhladavanie podobnych mnozin dat a uklada ich do skupin. Zhlukovanie patri
medzi nepriame ziskavanie vedomosti [1].
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Obrazok 4 Zhlukovanie [8]

Na obrazku ¢. 4 je v lavej Casti plnd mnozina dat pred procesom zhlukovania. Na
zdklade vlastnosti pre urcity druh dat, sa tieto data zoskupuju do sekcii, ako je vidiet v
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pravej ¢asti obrazku ¢. 4.
6.4. Naive Bayes

Tento algoritmus je zaloZeny na Bayesovej vete. T4 pracuje prave s
pravdepodobnostami, kde vyskyt nahodnej veli¢iny A za podmienky, ze sa vyskytne
udalost B sa rovna podielu prieniku pravdepodobnosti udalosti A a B a
pravdepodobnosti B. Tento algoritmus je velmi rychly a pomerne presny a vyuziva sa
pri zlozitejsich analyzach [3].

6.5. Neuronove siete

Tato metdda nevychadza zo ziadneho Statistického rozdelenia, ale pracuje podobne
ako ludsky mozog, priCom sa snazi rozpoznavat vzory a minimalizovat chyby. Prakticky
ide o prijimanie informadcii a na zaklade podmienok sa siet uci a ziskava sktusenosti.
Samotnda neuronova siet je zlozena z uzlov, ktoré su pospajané do vrstiev. Najskor sa
musi vytvorit tréningova a testovacia mnozina. Pocas iterdcii si spracované vstupy
porovnané so skuto¢nou hodnotou. Zmeraji sa chyby a spracuji sa systémom aby ten
upravil vahy. Proces konc¢i vtedy, ked sa dosiahne dopredu urcenej minimalnej
odchylky.

)2 f (%)

sumator prechodova funkcia

vystup

vstupy  vahy

Obrazok 5 Schéma neuronu [9]
7. Aplikacie data mining - u

Data mining je mozné pouzit v réznych aplikaénych doménach. Pomerne rozsirena je
aplikdcia v bankovnictve a poistovnictve, dalej v biofarmaceutickom priemysle na
zistovanie efektivnosti novych liekov, v telekomunika¢nom priemysle. Data mining ma
taktiez vyuzitie pri odhalovani finan¢nych alebo poistovacich podvodov, odhadovanie
rizik, dolovanie dat z textu, pripadne diagnézy v medicine a iné. Samozrejme
nemozeme zabudnut spomenut Business Intelligence, kde DM je sicastou tohto
komplexného procesu vyuzivania a extrahovania informécii z mnozstva dat.

8. Data mining proces

Proces DM je zaloZeny na iterativnom pristupe a induktivnych uciacich metodach,
ktorych hlavnym cielom je odvodenie zdkladnych pravidiel zaCinajicich na mnozine
dostupnych vzoriek dat, pricom obsahuje zaznamy z minulych pozorovani ulozenych v
jednej alebo viacerych databazach. Aktivity DM mozeme rozdelit do dvoch hlavnych
vetiev, v zavislosti na ucele analyzy:
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- Interpretécia
- Predikcia

Utelom interpretécie je identifikcia regularnych vzorov v datach a ich vysvetlenie
pomocou pravidiel a kritérii tak, aby boli lahko pochopitelné pre expertov. Generované
pravidla musia byt origindlne a netrividlne, aby prakticky zvysili troven znalosti a
pochopenia daného problému. Na druhej strane predikcia ma za tlohu predvidat
hodnotu, ktort bude ndhodna premennd obsahovat, alebo odhadnut pravdepodobnost
buducich udalosti [6]. Na obrazku ¢. 6 je zobrazeny proces DM.
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Obrdzok 6 Data mining process [6]

V prvom kroku je potrebné definovat samotny problém. RieSenim tohto problému bude
vysledok DM procesu, teda vystup, na zaklade ktorého je mozné robit rozhodnutia. V
pripade, ze dany problém nie je dobre definovany, moéze dojst k odchylkam ¢i chybam.

8.1. Zber dat a integracia

Ak je ciel a problém jasne definovany, pristupuje sa k ziskavaniu a integracii dat. Tie
mozu byt z réznych zdrojov a mozu byt interné, externé alebo kombinované. Interné
vznikaju v ramci firmy, st ulozené v databazach, pripadne datovych skladoch. Medzi
externé zdroje mdézeme povazovat data, ktoré firmy moézu vyuzit od externych
dodavatelov [2].

8.2. Skisobna analyza

V tomto kroku sa pristupuje k predbeznej analyze dat z ktorych sa dostavaju znalosti a
nasledne sa pristupuje k Cisteniu dat. Zvycajne, takéto Cistenie prebieha v datovych
skladoch a odstranuju sa vacsinou syntaktické nekonzistentnosti [6].

8.3. Vyber atributov

Této faza sa zaobera vhodnostou atribtutov na zdklade vztahov k cielu celého procesu.
Tie atributy, ktoré maji malt vyznamnost st vylicene, ¢im sa dosiahne dalSieho
Cistenia nepotrebnych informdcii zo skimanej datovej mnoziny. Taktiez, nové atributy
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z povodnych premennych su pridané do datovej mnoziny [6].
8.4. Rozvoj a overenie

Model mdézeme vyvinut az po tom, ak je mnozina dat povazovand za kvalitnt. T4
vznikne pridanim definovanych atributov. Okrem atributov je potrebné do mnoZiny
vlozit prediktivne modely pripadne modely na rozpoznavanie vzor. Najskor sa vytvori
tréningovy model, ktory vyuziva vzorky z povodnej mnoziny dat. Nasledna presnost
predikcie kazdého modelu je ohodnotend, a ta ktora ma najlepsie vysledky pokracuje v
praci s ostatnymi datami. Velkost tréningovej mnoziny dat je pomerne mald, odporica
sa par tisic zdznamov[6].

8.5. Predikcia a interpretacia

Posledny krok v data mining procese. Slizi hlavne pri rozhodovacich procesoch a
ziskavani dalSich znalosti. Ako uz bolo povedané vyssie, tento proces je zaloZeny na
iterativnych prirastkoch. Na obrazku 6, je vidiet bodkované Ciary, ktoré naznacuju
moznost vratenia sa do predchadzajticej fazy [6]. Tym padom sa mozeme vratit o
iterdciu spat a v pripade zlych vysledkov zmenit parametre.

9. Zaver

Data mining je pomerne rychlo sa vyvijajuce odvetvie a ma velmi Siroké uplatnenie.
DM nachadza uplatnenie od financ¢nictva cez telekomunikdcie az po Business
Intelligence. V tychto odvetviach sa nachadza velké mnozstvo dat, z ktorych je potreba
vybrat vhodné data pre napr. nasledné rozhodovanie. Prave Data mining tuto ulohu
spiha velmi dobre, pretoZe pracuje s koreldciami, regresiou a v zloZitej$ich pripadoch
vyuziva neurdnové siete. Tieto Statistické metddy a metddy umelej inteligencie
pomahaju DM pri dolovani dat, dalej pri tzv. knowledge discovery alebo pri procese
rozhodovania, kde ma nezastupitelné miesto.
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